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Tóm tắt  

Nghiên cứu này ứng dụng mô hình LightGBM để dự đoán biến dạng từ biến của các cấu kiện bê tông cốt thép. Mô hình 

được huấn luyện và thử nghiệm dựa trên bộ dữ liệu gồm 217 mẫu thí nghiệm sưu tầm từ nguồn tài liệu hiện có. 21 yếu tố 

ảnh hưởng được chọn làm biến độc lập của mô hình. Kết quả tính toán sau 30 lần chạy ngẫu nhiên cho thấy thuật toán 

LightGBM có thể đạt được hiệu suất dự đoán tốt với giá trị căn bậc hai của sai số bình phương trung bình là 9.84, sai số 

phần trăm tuyệt đối trung bình là 21.16% và hệ số xác định là 0.90. Các chỉ số này cũng tỏ ra tốt hơn so với các mô hình 

khác. Do đó, mô hình LightGBM có thể được dùng như là một công cụ trợ giúp các kỹ sư dự đoán biến dạng từ biến của 

các cấu kiện bê tông cốt thép như dầm và sàn một phương. 

Từ khóa: Học máy có giám sát; thuật toán LightGBM; trí tuệ nhân tạo; biến dạng từ biến; cấu kiện bê tông cốt thép.  

Abstract 

This study applies the LightGBM model to predict long-term deflections of reinforced concrete members. The proposed 

model is constructed and tested by a dataset consisting of 217 experiments collected from existing literature. 21 factors 

have been selected as independent variables of the model. The calculation results after 30 random runs of the model point 

out that the LightGBM algorithm can attain good predictive performances with average root mean square error of 9.84, 

average mean absolute percentage error of 21.16% and average coefficient of determination of 0.90. These parameters 

also proved superior to other models. Therefore, the LightGBM model can assist engineers in predicting long-term 

deflections of reinforced concrete members, including beams and one-way slabs. 

Keywords: Supervised machine learning; LightGBM algorithm; artificial intelligence; long-term deflection; reinforced 

concrete members. 
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1. Giới thiệu 

Một trong những xu hướng của ngành xây 

dựng trong thời kỳ hiện nay là việc ứng dụng 

ngày càng nhiều các kết cấu mảnh, nhẹ và có 

nhịp dài. Điều này giúp làm giảm trọng lượng 

bản thân, mở rộng không gian sử dụng và tăng 

tính thẩm mỹ của các công trình xây dựng. Việc 

tính toán và giám sát biến dạng của các cấu kiện 

này đóng vai trò quan trọng để đảm bảo tính ổn 

định cũng như khả năng hoạt động theo đúng 

công năng đề ra trong quá trình thiết kế của các 

công trình. Đối với các công trình bê tông cốt 

thép (BTCT), biến dạng tăng theo thời gian (biến 

dạng từ biến) gây ảnh hưởng không nhỏ đến 

công năng sử dụng và tuổi thọ của chúng. 

Nghiên cứu [1] chỉ ra rằng, biến dạng từ biến của 

các phần tử mảnh chịu uốn như dầm và sàn 

BTCT có thể tăng gấp 3 đến 4 lần lớn hơn biến 

dạng tức thời. Biến dạng từ biến tăng cao kéo 

theo sự phát triển và mở rộng các vết nứt có thể 

dẫn đến hậu quả phá hủy các cấu kiện BTCT nói 

riêng và tổng thể công trình nói chung [1]. Vì 

vậy, cần phải có các biện pháp đánh giá biến 

dạng từ biến của cấu kiện BTCT ngay từ giai 

đoạn thiết kế nhằm mục đích giữ cho công trình 

hoạt động ổn định và an toàn. 

Tuy nhiên, đây là một nhiệm vụ khó khăn do 

ảnh hưởng phi tuyến tính của nhiều yếu tố. Các 

yếu tố này có thể không phụ thuộc thời gian như 

các tính chất hình học kết cấu, tính chất cơ lý của 

thép và bê tông hoặc phụ thuộc thời gian như 

tuổi của bê tông, thời gian duy trì tải trọng, mức 

độ tải trọng tác dụng và mức độ rạn nứt [2]. 

Trong đó, tuổi của bê tông là yếu tố gây nên 

những ảnh hưởng đáng kể đến độ lớn của biến 

dạng từ biến [2, 3]. 

Một số nghiên cứu [4-14] đã đề xuất các 

phương pháp thực nghiệm và các phương pháp 

rút gọn (đưa ra các giả thiết đơn giản hóa hoặc 

bỏ qua một số yếu tố ảnh hưởng). Các phương 

pháp thực nghiệm đòi hỏi khá nhiều thời gian và 

chi phí thực hiện vì phải theo dõi và ghi lại biến 

dạng từ biến qua nhiều năm. Trong khi các phương 

pháp đơn giản hóa lại không tính đến vai trò của 

một số yếu tố ảnh hưởng. Điều này dẫn đến kết quả 

tính toán có thể sai lệch so với thực tế. 

Hiện nay, các tiêu chuẩn thiết kế như ACI 318 

[15] và Eurocode 2 [16] được các kỹ sư sử dụng 

khá phổ biến để xác định biến dạng từ biến của 

cấu kiện BTCT [8]. Các tiêu chuẩn này thường 

chỉ giới hạn cho một số trường hợp tính toán đơn 

giản có kết cấu và tải trọng tương tự nhau [17]. 

Ngoài ra, các tiêu chuẩn thiết kế này bỏ qua ảnh 

hưởng của một số yếu tố quan trọng như các 

thông số hình học và cơ lý [10, 18]. 

Do đó, việc phát triển và ứng dụng các 

phương pháp phi tuyến tính có thể tính đến nhiều 

thuộc tính ảnh hưởng là điều rất cần thiết. Cùng 

với sự phát triển mạnh mẽ của khoa học công 

nghệ nói chung và khoa học máy tính nói riêng, 

các mô hình học máy đang ngày càng được ứng 

dụng nhiều hơn trong các lĩnh vực khác nhau, 

đặc biệt là trong lĩnh vực xây dựng và vật liệu. 

Các mô hình học máy là một nhánh của ngành 

khoa học Trí tuệ nhân tạo. Các mô hình này có 

một số ưu điểm như có thể xử lý những bài toán 

có độ phức tạp cao với nhiều yếu tố phi tuyến, 

tính đa năng, hiệu quả tính toán cao với chi phí 

thấp… Có thể kể ra một số nghiên cứu ứng dụng 

trí tuệ nhân tạo trong lĩnh vực này như: dự báo 

phá hủy kết cấu [19]; dự đoán độ võng của dầm 

bê tông [20]; dự đoán vết nứt trong dầm BTCT 

[21]; dự báo biến dạng từ biến của bê tông xanh 

[22]; sử dụng mô hình học máy XGBoost để dự 

đoán biến dạng từ biến của các dầm và sàn 

BTCT [23]; đánh giá khả năng chọc thủng sàn 

BTCT [24]; dự đoán cường độ chịu cắt của các 

kết cấu BTCT [25]… 

Trong bài báo này, chúng tôi sẽ đề xuất ứng 

dụng mô hình học máy LightGBM để dự đoán 

biến dạng từ biến của các cấu kiện BTCT dầm 

và sàn một phương dựa trên bộ dữ liệu gồm 217 

mẫu thí nghiệm được sưu tầm từ các công trình 

nghiên cứu trước đó. 
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Các phần còn lại của bài báo được trình bày 

theo thứ tự như sau: mục tiếp theo trình bày 

phương pháp nghiên cứu và mô tả tập dữ liệu 

thực nghiệm; các kết quả tính toán, so sánh với 

các mô hình khác và thảo luận về hiệu suất của 

thuật toán LightGBM trình bày ở mục 3; phần 

cuối bài báo là các kết luận và hướng nghiên cứu 

mở rộng của đề tài. 

2. Phương pháp nghiên cứu 

2.1. Mô hình LightGBM  

LightGBM là một thuật toán được phát triển 

bởi tổ chức Microsoft Research Asia dựa trên 

phương pháp cây quyết định tăng cường 

(Gradient Boosting Decision Tree (GBDT)) 

[26]. Một trong những ưu điểm của mô hình này 

là hiệu quả tính toán cao, đặc biệt đối với các bài 

toán dự đoán với số lượng lớn dữ liệu đầu vào. 

Trong khi đa số các mô hình sử dụng thuật toán 

cây quyết định phát triển cây theo cấp độ (Level-

wise tree growth) (Hình 1). Thuật toán 

LightGBM là phương pháp dựa trên biểu đồ và 

chiến lược tăng trưởng theo chiều lá của cây 

(trees leaf-wise growth strategy) (Hình 2). Chiến 

lược tăng trưởng theo chiều lá chỉ phân tách các 

lá có mức thu thập thông tin lớn nhất trên cùng 

một lớp nhằm tăng tốc độ huấn luyện mô hình 

và giảm mức tiêu thụ bộ nhớ [27, 28]. Ngoài ra, 

giới hạn độ sâu tối đa của cây cũng được quy 

định trong quá trình sinh trưởng của cây nhằm 

hạn chế hiện tượng khớp quá mức (over-fitting) 

[27]. Trong bài báo này chúng tôi sử dụng các 

tham số sau cho mô hình LightGBM: số lá tối đa 

trên một cây 'num_leaves' = 10; đối tượng 

'objective' = 'regression' và phương pháp 

'boosting' = 'gbdt'. 

 
Hình 1. Chiến lược tăng trưởng theo độ sâu của cây 

 

Hình 2. Chiến lược tăng trưởng theo chiều lá của cây 

2.2. Bộ dữ liệu thực nghiệm 

Trong nghiên cứu này, chúng tôi sử dụng một 

bộ dữ liệu thực nghiệm gồm 217 mẫu được sưu 

tầm từ công trình nghiên cứu trước đó [29]. Bộ 

dữ liệu được tổng hợp từ 29 chương trình nghiên 

cứu khác nhau. Các thí nghiệm đã đo đạc và ghi 

lại biến dạng tức thời và biến dạng từ biến của 

các cấu kiện bê tông cốt thép như dầm và sàn 

một phương. Có nhiều yếu tố ảnh hưởng đến 

biến dạng từ biến được mô tả chi tiết trong tài 

liệu [29] như các tính chất hình học của kết cấu, 

hàm lượng thép, điều kiện môi trường, cường độ 

bê tông, giá trị tải trọng và sự phân bố ngoại lực, 

thời gian tải trọng duy trì, thời điểm đo biến 

dạng… Điều này cho thấy đây là bài toán đa biến 

và tương đối phức tạp. Tổng cộng có 21 yếu tố 

được chọn làm biến độc lập (biến đầu vào) của 

mô hình LightGBM để dự đoán biến phụ thuộc 

(biến đầu ra) là biến dạng từ biến của dầm và sàn 

bê tông cốt thép [29]. 

3. Kết quả tính toán và thảo luận 

Bộ dữ liệu thô sẽ được chuẩn hóa bằng phép 

biến đổi dữ liệu điểm Z (Z-score data 

transformation) (biểu thức (1)) trước khi được 
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sử dụng để huấn luyện và kiểm nghiệm mô hình. 

Mục đích của phép chuẩn hóa dữ liệu là nhằm 

giảm tác động tiêu cực của các biến số có giá trị 

lớn. Để đánh giá hiệu suất tính toán của mô hình, 

nghiên cứu này sử dụng các thông số gồm căn 

bậc hai của sai số toàn phương trung bình 

(RMSE), sai số phần trăm tuyệt đối trung bình 

(MAPE) và hệ số xác định (R2) (biểu thức 2-4). 

Sử dụng nhiều tiêu chí khác nhau sẽ giúp đánh 

giá tốt hơn những ưu và nhược điểm của mô hình 

được đề xuất ở các khía cạnh khác nhau. 

𝑿𝑵 =
𝑿𝑶−𝒎𝑿

𝒔𝑿
               (1) 

𝑹𝑴𝑺𝑬 = √
𝟏

𝑵
∑ (𝒀𝒊 − 𝒀𝑷,𝒊)𝟐
𝑵
𝒊=𝟏             (2) 

𝑴𝑨𝑷𝑬 =
𝟏𝟎𝟎%

𝑵
∑

|𝒀𝒊−𝒀𝑷,𝒊|

𝒀𝒊

𝑵
𝒕=𝟏

  
(3) 

𝑹𝟐 = 𝟏 − ∑ (𝒀𝒊 − 𝒀𝑷,𝒊)
𝟐/∑ (𝒀𝒊 − 𝒀̅)𝟐𝑵

𝒊=𝟏
𝑵
𝒊=𝟏

       (4) 

trong đó XN và XO lần lượt là các biến đã chuẩn 

hóa và biến ban đầu; mX và sX thể hiện giá trị 

trung bình và độ lệch chuẩn của biến ban đầu; Yi 

và YP,i là kết quả đầu ra thực tế và dự đoán bằng 

mô hình của mẫu dữ liệu thứ ith; 𝑌̅ là giá trị trung 

bình của các biến phụ thuộc đo được trên thực 

tế; N là số lượng mẫu dữ liệu. 

Để huấn luyện và kiểm nghiệm mô hình 

LightGBM, chúng tôi sử dụng ngôn ngữ lập 

trình Python và thư viện scikit-learn. Tập dữ liệu 

được chia ngẫu nhiên thành hai phần gồm: tập 

thử nghiệm 15% và tập huấn luyện chiếm 85% 

tổng số mẫu dữ liệu. Mô hình được chạy ngẫu 

nhiên 30 lần. Kết quả dự đoán biến dạng từ biến 

của cấu kiện bê tông cốt thép bằng mô hình 

LightGBM trong cả giai đoạn huấn luyện 

(training) và thử nghiệm (testing) sử dụng dữ 

liệu của 30 lần chạy được minh họa trên Hình 3. 

Các tọa độ của các điểm dữ liệu (các chấm màu 

xanh đen) thể hiện giá trị biến dạng từ biến thực 

tế và giá trị biến dạng từ biến dự đoán bằng mô 

hình LightGBM. Các điểm này phân tán càng 

gần đường thẳng (đường chéo màu đen) thì mô 

hình dự đoán càng chính xác. Trong hai giai 

đoạn huấn luyện và thử nghiệm, giá trị trung 

bình của hệ số xác định R2 sau 30 lần chạy lần 

lượt bằng 0.93 và 0.90. Hệ số này càng tiệm cận 

1 đơn vị thì chứng tỏ khả năng dự báo của mô 

hình càng chính xác. 

 

Hình 3. Biểu đồ phân tán các điểm dữ liệu thực tế và dự đoán của mô hình LightGBM trong giai đoạn huấn luyện 

(training) và thử nghiệm (testing). 

Ngoài ra, kết quả tính toán của mô hình 

LightGBM cũng được so sánh với hai mô hình 

khác trong nghiên cứu trước đó gồm mô hình cây 

hồi quy (RegTree) và mô hình XGBoost [23]. 

Mặc dù mô hình LightGBM kém hơn hai mô 

hình trên ở giai đoạn huấn luyện, nhưng lại tốt 

hơn ở giai đoạn kiểm nghiệm. Cụ thể, mô hình 

LightGBM có thông số MAPE tốt hơn mô hình 
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RegTree (sai số 21.16% so với 24.77%) ở giai 

đoạn thử nghiệm. Mô hình LightGBM cho kết 

quả dự đoán với độ chính xác cao hơn mô hình 

cây hồi quy và mô hình XGBoost lần lượt là 

21.47% và 28.60% ở chỉ số RMSE và 8.43% ở 

thông số R2 (Bảng 2). Như vậy có thể thấy rằng 

mô hình LightGBM tỏ ra vượt trội hơn các mô 

hình khác ở hầu hết các thông số ở giai đoạn thử 

nghiệm. Do đó, mô hình LightGBM có thể được 

xem là ứng viên phù hợp để ứng dụng vào bài 

toán dự đoán biến dạng từ biến của các cấu kiện 

bê tông cốt thép như dầm và sàn một phương. 

Bảng 2. So sánh kết quả tính toán của mô hình LightGBM với mô hình cây hồi quy và XGBoost 

Giai đoạn Thông số 
LightGBM XGBoost RegTree 

TB ĐLC TB ĐLC TB ĐLC 

Huấn luyện 

RMSE (mm) 8.47 2.07 6.34 3.34 7.05 1.13 

MAPE (%) 15.31 7.55 8.02 7.53 12.11 1.18 

R2 0.93 0.04 0.95 0.05 0.95 0.02 

Thử nghiệm 

RMSE (mm) 9.84 3.22 13.78 5.65 12.53 2.20 

MAPE (%) 21.16 6.23 19.77 10.50 24.77 3.92 

R2 0.90 0.06 0.83 0.10 0.83 0.08 

 (trong đó: TB – trung bình; ĐLC – độ lệch chuẩn) 

4. Kết luận 

Trong nghiên cứu này chúng tôi ứng dụng mô 

hình học máy LightGBM để giải bài toán dự 

đoán biến dạng từ biến của các cấu kiện bê tông 

cốt thép như dầm và sàn một phương trong các 

công trình xây dựng. Một bộ dữ liệu gồm 217 

mẫu thí nghiệm được sưu tầm từ các nghiên cứu 

thực nghiệm trước đó được sử dụng để huấn 

luyện và thử nghiệm thuật toán LightGBM. 21 

yếu tố ảnh hưởng đến biến dạng từ biến được 

chọn làm biến đầu vào của mô hình LightGBM. 

Kết quả tính toán thử nghiệm cho thấy mô hình 

LightGBM có khả năng dự đoán biến dạng từ 

biến với độ chính xác cao thể hiện ở các thông 

số RMSE, MAE, MAPE và R2. Do đó, mô hình 

LightGBM có thể được sử dụng như là một công 

cụ trợ giúp các kỹ sư giải bài toán dự báo biến 

dạng từ biến của các cấu kiện bê tông cốt thép 

như dầm và sàn một phương. 

Ngoài ra, việc kết hợp mô hình LightGBM 

với một số thuật toán tối ưu hóa cũng là một 

hướng nghiên cứu mở rộng của đề tài này. 
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